
DEIM2022 I44-4 (day4 p23)

結晶構造を対象としたグラフニューラルネットワークにおけるグラフ識
別性能の限界

河野 圭祐† 小出 智士† 塩川 浩昭†† 天笠 俊之††

† (株)豊田中央研究所 〒 480–1118愛知県長久手市横道 41-1
††筑波大学計算科学研究センター 〒 305–0006茨城県つくば市天王台 1-1-1

E-mail: †{kawano,koide}@mosk.tytlabs.co.jp, ††{shiokawa,amagasa}@cs.tsukuba.ac.jp

あらまし 本研究では結晶構造に対するグラフニューラルネットワークにおけるグラフ識別性能の限界を理論的に示
す．結晶構造のもつ周期性や回転，並進不変性を取り扱うために，グラフを用いて結晶構造を表現し，グラフニュー
ラルネットワークによって物性値を予測する研究が行われている．本研究では結晶構造をグラフによって表現する段
階と，グラフを入力とするグラフニューラルネットワークによって物性値を予測する段階の 2つの段階においてグラ
フ識別性能が低下することを理論的に示す．また，グラフ識別性能を向上させる特徴量 (node orbits)を用いることで，
物性値の予測精度がどのように変化するのかを検証する．
キーワード Message passing neural network，WL-test，グラフ識別性能，Node orbits

1 は じ め に
結晶構造は特定の原子の並びが一定の周期で繰り返す構造で
あり，金属や半導体といった様々な材料において出現する．結
晶構造を入力とし，その結晶の様々な物性値を予測することが
できれば，材料開発の効率化に寄与することが期待できる．深
層学習をはじめとする機械学習技術は近年様々な分野に応用さ
れており，これを結晶構造に対する物性値予測に対しても適用
することで高精度な物性値予測が行える可能性がある．一方で，
結晶構造は画像などの広く機械学習が利用されている対象と比
較して，以下の特異な性質を持っている．

• 無限に繰り返す周期構造を持っている．
• 3次元方向の回転，並進に対して物性値が不変である．

これらの性質は CNNなどの広く利用されている機械学習モデ
ルでは取り扱うことが難しい．結晶構造を扱う方法としてグラ
フを用いて結晶データを表現し，グラフニューラルネットワー
クを用いて物性値の予測を行う方法が研究されており，従来の
密度汎関数理論を用いた手法よりも高精度な機械学習モデルが
提案されている [16]．
結晶構造は原子をノード，その間の結合をエッジとみなすと，
無限のノードとエッジをもつグラフ (以下では無限グラフとよ
ぶ)として表現することができる．グラフは一般に座標などの
値を持たないデータ形式であるため，回転や並進などの操作に
対して不変である．また，結晶構造の無限に繰り返す周期構造
を取り扱うために，繰り返しの単位 (ユニットセル)内に存在す
る原子のみをノードとする有限なグラフ (商グラフ)によって結
晶構造を表現する方法が提案されている [13, 15, 16]．
グラフニューラルネットワークはグラフを入力とするニ

ューラルネットワークであり，近年様々な手法が提案されてい
る [1,2,4,5,8,10–12,17]．グラフニューラルネットワークの代表

的な手法としてmessage passing neural network (以下MPNN) [4]
があり，結晶構造に対する機械学習モデルでも利用されてい
る [16]．MPNNは様々なタスクにおいて高い予測性能を持つこ
とが実験的に示されている一方で，MPNNはWeisfeiler-Lehman
同型テスト (WL-test)で識別することができない 2つの同型で
ないグラフに対して異なる出力を割り当てることができないこ
とが示されている [17]．MPNN のグラフ識別性能を向上させ
る目的で，様々なMPNNの拡張が提案されている [1,2,10,11]．
一方で，無限に繰り返す結晶構造，およびその商グラフに対応
するグラフニューラルネットワークの性質は明らかになってい
ない．
本研究では結晶構造の物性値予測を行うMPNNについて，そ

のグラフ識別性能の限界が一般的な MPNNよりも低いことを
示し，グラフ構造特徴量を用いて予測精度を向上させることを
試みる．本研究の貢献は以下である．
（ 1） 商グラフとして表現した時点で識別不可になってしま
う異なる結晶構造が存在することを示す．
（ 2） WL-testよりも真にグラフ識別性能が低い relative WL-

testを定義し，一般に結晶構造に対して用いられるMPNNのグ
ラフ識別性能が relative WL-test以下であることを証明する．
（ 3） MPNNのグラフ識別性能を relative WL-testやWL-test
よりも向上させるためには，商グラフへ変換する前の，結晶構
造そのものや無限グラフから追加の情報を取得する必要がある
ことを理論的に示し，実際にグラフ構造特徴量を無限グラフか
ら求め，学習に利用することで予測精度がどのように変化する
のかを確認する．

2章では結晶構造とグラフについて，またMPNNについて説
明する．3章では結晶構造に対するグラフおよびMPNNに対す
る理論的な検討を行い，グラフ識別性能の向上のためのグラフ
構造特徴量を用いたMPNNを提案する．4章で関連研究につい
て述べ，5章で実験結果を示し，6章にまとめを示す．



2 準 備
2. 1 結 晶 構 造
結晶構造は ℝ3 空間上で周期的に繰り返している原子の並
びとして表現される．この原子の並びは一般に繰り返しの単
位 (ユニットセル ) を用いて記述される．あるユニットセル
𝑈 は 𝑈 ∶= (𝐿,), 𝐿 ∈ ℝ3×3, ∶= {(𝐱𝑛, 𝑎𝑛) ∣ 𝐱𝑛 ∈ ℝ3, 𝑎𝑛 ∈
, 𝑛 ∈ [[𝑁]]} と表すことができる．ここで，𝐿 はユニットセ
ルの形状を表す 3 つの 3 次元ベクトルに対応し， はユニッ
トセル 内に存在する原子を表す．𝑛 番目の原子は原子の種類
𝑎𝑛 と位置 𝐱𝑛 を用いて表される． は原子の種類すべてを表
す集合であり，[[𝑁]]は 1から 𝑁 までの整数の集合を表す．こ
こで，ユニットセル の大きさを |𝑈 | = || と定義する．可
算無限個の原子をもつ結晶構造 はユニットセル を用いて
 ∶=

{
(𝐱̃𝑛,𝐳, 𝑎𝑛) ∣ 𝐳 ∈ ℤ3, (𝐱𝑛, 𝑎𝑛) ∈  , 𝑛 ∈ [[𝑁]]

} と表すことが
できる．ここで，𝐱̃𝑛,𝐳 = 𝐱𝑛+𝐿𝐳である．また，(𝑛, 𝐳)の原子の近傍
の原子を(𝑛, 𝐳)とする．具体的には例えば原子間の距離しきい
値 𝛿 > 0を用いた(𝑛, 𝐳) = {(𝑛′, 𝐳′) ∣ ‖𝐱̃𝑛,𝐳−𝐱̃𝑛′ ,𝐳′‖2 ≤ 𝛿}などを
考えることができる．また，|(𝑛, 𝐳)|は任意の 𝑛 ∈ [[𝑁]], 𝐳 ∈ ℤ3

に対してたかだか有限であるとする．
1 つの結晶構造に対応するユニットセル は 1 つではなく無

数に存在している．例えば，あるユニットセルがあるとき，そ
れを縦横に複数個並べたものも，同じ結晶構造を表すユニット
セルとみなせる．そこで，ある結晶構造に対応するユニッ
トセル のうち，最小のものを 𝑈 ∗ = (𝐿∗,∗) とする．つまり，|𝑈 ∗| ≤ |𝑈 |,∀𝑈 ∈  ()，ここで  () は に対応するユ
ニットセルの集合である．最小のユニットセルはある結晶構造
に対して 1つとは限らないことに注意されたい．

2. 2 結晶構造に対応する無限グラフ
結晶構造に対応する無限グラフを  ∶= ( , )と記す．こ
こで，ノード集合は結晶構造の中にある原子に対応し， = {𝑣𝑖 ∣
𝑖 ∈ ℤ+}である．エッジ集合は  = {(𝑣𝑖, 𝑣𝑖′ ) ∣ 𝑖 ∈ ℤ+, 𝑖′ ∈ (𝑖)}
である．ここで，(𝑖) は 𝑣𝑖 の隣接ノードのインデックス集
合であり，(𝑖) = {𝑝−1→(𝑛′, 𝐳′)|(𝑛′, 𝐳′) ∈ (𝑝→(𝑖))} であ
る．ただし，𝑝→ ∶ ℤ+ ↦ ([[𝑁]],ℤ3)は無限グラフのノード番
号 𝑖と結晶構造における原子の番号 (𝑛, 𝐳)の間の全単射であり，
𝑝−1→ は逆写像である．一般性を失わずに 1 ≤ 𝑖 ≤ 𝑁 の範囲で
𝑝→(𝑖) = (𝑖, 𝟎)が成り立つとする．
無限グラフ  = ( , )と ̃ = (̃ , ̃)があるとき，の任意の

2頂点 (𝑣𝑖, 𝑣𝑖′ )に対して，(𝑣𝑖, 𝑣𝑖′ ) ∈  ⇔ (𝑓 (𝑣𝑖), 𝑓 (𝑣𝑖′ )) ∈ ̃ とな
るような全単射 𝑓 ∶  ↦ ̃ が存在するとき，この 2つの無限
グラフは同型であるとし  = ̃と記す．
2. 3 結晶構造に対応する商グラフ
無限グラフ は無限のノードと無限のエッジを含んだグラ
フであり，直接機械学習モデルで取り扱うことは難しい．そ
こで，商グラフ と呼ばれるグラフを用いた結晶構造の表現
が研究されている [16]．ある結晶構造 に対応するユニッ
トセル 𝑈 および無限グラフ  があるとき，これらに対応

する商グラフは 𝐺(, 𝑈 ) ∶= (𝑉 ,𝐸), 𝑉 ∶= {𝑣𝑛 ∣ 𝑛 ∈ [[𝑁]]},
𝐸 ∶= ⦃(𝑣𝑛, 𝑣𝑛′ ) ∣ 𝑛′ ∈ 𝐺(𝑛), 𝑛 ∈ [[𝑁]]⦄ と定義される．ここ
で，⦃⦄はマルチセットを表す．以後，𝐺 は有限グラフを表し，
 は無限グラフを表す．商グラフにおける隣接ノード集合は
𝐺(𝑛) = ⦃𝑛′ ∣ (𝑛′, 𝐳) ∈ (𝑛, 𝟎)⦄と表される．任意の 𝑖に対し
て (𝑖) がたかだか有限個であることに注意すると，ノード
𝑉 とエッジ 𝐸 はともにたかだか有限個である．ノード数，エッ
ジ数がともに有限であるグラフのことを以後有限グラフと呼ぶ．
定性的には商グラフはユニットセル内部に存在する原子のみ

をノードとして持つグラフである．エッジとして，ユニットセ
ル内に存在する原子間の結合に加えて，ユニットセル外の原子
への結合を対応するユニットセル内の原子への結合に置き換え
ることで表現する．このため，1組のノード間に複数のエッジ
が存在することが特徴である．

2つの商グラフ 𝐺(, 𝑈 ) = (𝑉 ,𝐸)と 𝐺̃(̃, 𝑈̃ ) = (𝑉 , 𝐸̃)がある
とき，𝐺 の任意の 2 頂点 (𝑣𝑛, 𝑣𝑛′ ) に対して，{(𝑣𝑛, 𝑣𝑛′ )} ⊂ 𝐸 と
{(𝑓 (𝑣𝑛), 𝑓 (𝑣𝑛′ ))} ⊂ 𝐸̃ が |{(𝑣𝑛, 𝑣𝑛′ )}| = |{(𝑓 (𝑣𝑛), 𝑓 (𝑣𝑛′ ))}|を満た
す全単射 𝑓 ∶ 𝑉 ↦ 𝑉 が存在するとき，2つの商グラフは同型
であるとし 𝐺 = 𝐺̃と記す．

2. 4 WL-test

WL-test [14]は各ノードについて隣接するノードのラベルを伝
搬させることによって，グラフの同型性を判定する方法である．
WL-testでは同型なグラフは必ず同型と判定されるが，同型で
ないグラフが同型であると判定されることもある．WL-test [14]
の 𝑘ステップ目において，グラフ 𝐺 の 𝑛番目のノードに割り
当てられるラベル (WL ラベル) を 𝑤(𝑘)

𝑛 (𝐺) とする 2 つのグラ
フ 𝐺, 𝐺̃ に対して求まるユニークなWLラベルの集合に適当な
順序を導入した順序集合を  = [𝑗 ∣ 𝑗 ∈ [[||]]]とする．こ
のとき，WL ラベルのカウントベクトル 𝐜(𝐺) の要素 𝑐𝑗(𝐺) は
𝑐𝑗(𝐺) = |{𝑣𝑛 ∣ 𝑣𝑛 ∈ 𝑉 ,𝑤(𝐾)

𝑛 (𝐺) = 𝑗}| と表すことができる．
WL-testは 𝐜(𝐺)と 𝐜(𝐺̃)を比較し，これらが一致しているとき
同型，そうでないとき同型でないと判定する方法である．

2. 5 MPNN

MPNN [4]はグラフに対するニューラルネットワークの 1つ
であり，グラフ 𝐺 = (𝑉 ,𝐸) の各ノード 𝑣𝑛, 𝑛 ∈ [[𝑁]] に対して
状態 ℎ(𝑘)𝑛 をわりあて，近傍のノードの情報を集約することで状
態を更新する．ここで 𝑘は MPNNの層に対応するインデック
スである．グラフ 𝐺 上のノード特徴量を 𝐡(1)

𝑛 ∈ ℝ𝑑𝑚 , 𝑛 ∈ [[𝑁]]，
エッジ特徴量を 𝐞𝑛,𝑛′ ∈ ℝ𝑑𝑒 , 𝑛, 𝑛′ ∈ [[𝑁]]とするとき，MPNNは
message, update, readoutという 3つの関数によって構成される．

𝐦(𝑘+1)
𝑛 =

∑
𝑛′∈ (𝑛)

𝑓 (𝑘)
𝑀 (𝐡(𝑘)

𝑛 ,𝐡
(𝑘)
𝑛′ , 𝐞𝑛,𝑛′ ) (message) (1)

𝐡(𝑘+1)
𝑛 = 𝑓 (𝑘)

𝑈 (𝐡(𝑘)
𝑛 ,𝐦

(𝑘+1)
𝑛 ) (update) (2)

𝐨 = 𝑓𝑅({𝐡(𝐾)
𝑛 |𝑛 ∈ [[𝑁]]}) (readout) (3)

ここで，𝑓 (𝑘)
𝑀 は近傍のノードから情報を伝搬する message関数

であり，主に多層パーセプトロンなどが用いられる．Message
関数の入力は入力グラフのノード数に依存しない固定長になっ
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図 1 グラフ構造特徴量 (Orbits)．数字はノード orbitsのインデックス 𝜉 を表
す．対称性より各グラフレットにおいて同じ色のノードは区別されない
ことに注意されたい．

図 2 グラフ構造特徴量 (orbits)のカウント方法

ていることに注意されたい．𝑓 (𝑘)
𝑈 は update関数であり，message

関数の出力と状態 𝐡(𝑘)
𝑛 から状態を更新する．ノードごとの出力

ではなく，グラフに対して 1つの出力を得たい場合，MPNNで
は message 関数と update 関数を 𝐾 回繰り返し適用したのち，
最後に readout関数 𝑓𝑅 によって状態をまとめることで出力 𝑜を
得る．ここで，𝑓𝑅 には meanや sumなどの関数が用いられる．

2. 6 CGCNN

CGCNNは結晶構造に対応する結晶構造を入力とし，形成エ
ネルギーやバンドギャップを予測するグラフニューラルネット
ワークである．CGCNNでは商グラフを用いて結晶グラフを表
現する．このとき，結晶構造において求めた原子間距離をエッ
ジ特徴量として入力する．つまり，エッジ特徴量は 𝐞𝑛,𝑛′ ,𝐳′ は同
じ 𝑣𝑛, 𝑣𝑛′ 間のエッジであったとしても異なる値になることがあ
る．CGCNNはMPNNをベースとした手法であり，以下の 3つ
の関数を用いる．

𝐦(𝑘+1)
𝑛 =

∑
𝑛′∈𝐺 (𝑛)

𝜎(𝐲(𝑘)𝑛,𝑛′𝑊
(𝑘)
𝑓 + 𝐛(𝑘)

𝑓 )⊙ 𝑔(𝐲(𝑘)𝑛,𝑛′𝑊
(𝑘)
𝑠 + 𝐛(𝑘)

𝑠 ) (4)

𝐡(𝑘+1)
𝑛 = 𝐡(𝑘)

𝑛 +𝐦(𝑘+1)
𝑛 (5)

𝐨 = 1
𝑁

∑
𝑛∈[[𝑁]]

𝐡(𝐾)
𝑛 (6)

ここで，𝐲(𝑘)𝑛,𝑛′ = 𝐡(𝑘)
𝑛 ⊕ 𝐡′(𝑘)

𝑛 ⊕ 𝐞𝑛,𝑛′ ,𝐳′ である．

2. 7 グラフ構造特徴量
ノード orbitsカウントはグラフ  = ( , )中の各ノード 𝑣𝑖 が
特定のグラフ構造の形成に何回関与したかというカウントに
よって，各ノードの役割を定量化するものである． をサイズ
𝑘 以下のすべての連結グラフ 𝐻(グラフレット) の集合とする．
ここで，ノード 𝑣𝑖 のグラフレット 𝐻 への関与の仕方はグラフ
レットによって複数存在することがある．例えば，長さ 3の鎖
を 𝐻 とするとノード 𝑣𝑖 が鎖の端のノードに対応する場合と中
央のノードに対応する場合の 2つの関与の仕方が存在する．本
研究ではあるノードがグラフレットのどの部分と対応したかと

いう関与の仕方ごとにカウントを行い，カウントを並べたもの
ノード特徴量とする．以後，関与の仕方をノード orbitsと呼ぶ．
図 1に最大 5 ノードで構成されるグラフレットおよび関与

の仕方を示す．グラフ  における各ノード 𝑣𝑖 に対応するノー
ド orbits 𝐮𝑖,𝜉 は，グラフ  の 𝑣𝑖 を含む連結な誘導部分グラフ
𝑆 ∈ (, 𝑖)とグラフレット𝐻 ∈  の間に，ノード間の同型写
像 𝑝𝑆→𝐻 が存在するとき，以下のように定義される．

𝐮𝑖,𝜉 = |{𝑆 ∣ 𝜉 = Orb(𝑣̃𝑗),∃𝑝𝑆→𝐻 (𝑖) = 𝑗, 𝑆 ∈ (, 𝑖)}| (7)

ここで，𝑣̃𝑗 は 𝐻 の 𝑗 番目のノードであり，𝜉 = Orb(𝑣̃𝑗)はノー
ド orbitsに対応するインデックスである．例を図 2に示す．グ
ラフ  のあるノード 𝑣𝑖 に対するノード orbits 特徴量を求める
手順は以下である．(1)グラフ からノード 𝑣𝑖 を含む部分グラ
フ 𝑆(図 2中，緑丸)を抽出する．(2)部分グラフ 𝑆 と同型とな
るグラフレット 𝐻 の間で同型写像 𝑝𝑆→𝐻 を求める．(3) 𝑣𝑖 と対
応づけられたグラフレット中のノード 𝑣̃𝑗 のもつノード orbitsの
インデックス 𝜉を得て，対応するカウントを増やす．(5) 𝑣𝑖 を含
むすべての連結なサイズ 𝑘以下の部分グラフ 𝑆 について，(2)，
(3)を実行する．

3 結晶構造のためのMPNNに対する理論的検討お
よび無限グラフにおけるグラフ構造特徴量

CGCNNなどでも用いられている mean関数を Readout関数
として用いるMPNNのグラフ識別性能が，WL-testよりも真に
悪いことを示す．次に，グラフ識別性能を向上させるためには，
商グラフに変換する前の無限グラフや結晶構造そのものから，
特定の条件を満たす情報を抽出し，MPNNに入力する必要があ
ることを示す．最後に実際に条件を満たす特徴量であるグラフ
構造特徴量 (orbits)を無限グラフに対して求め，MPNNに入力
する方法について説明する．

3. 1 Relative WL-test

証明のために，WL ラベルの相対頻度 (頻度ベクトル)



図 3 WL-test では識別可能な一方で，relative WL-test では識
別不可能な 2つのグラフの例

𝐫(𝐺) = 1
𝑁
𝐜(𝐺) を比較する relative WL-test を導入する．rela-

tive WL-testは 2つのグラフ 𝐺, 𝐺̃ に対して，𝐫(𝐺)と 𝐫(𝐺̃)を比
較し，これらが一致しているとき同型，そうでないとき同型で
ないと判定する方法である．以下の命題は有限グラフに対する
relative WL-testのグラフ識別性能がWL-testよりも真に低いこ
とを示している．ただし，WL-testは 2つの同型なグラフを必
ず同型であると判定することに注意されたい．

Proposition 1. 任意の有限グラフのペア 𝐺と 𝐺̃について，WL-
testで同型と判定されるならば，relative WL-testでも同型と判
定される．

Proof. 𝐺と 𝐺̃がWL-testで同型と判定されるとき，𝐜(𝐺) = 𝐜(𝐺̃)
が成り立つ．また，WL-testで同型と判定される 2つの有限グ
ラフのノード数は等しい．よって，頻度ベクトルの定義より
𝐫(𝐺) = 𝐫(𝐺̃)が成り立つ．

Proposition 2. WL-testで同型でないと判定されるが，Relative
WL-testでは同型であると判定されるような同型でない有限グ
ラフのペア 𝐺，𝐺̃が存在する．

このようなグラフの例を図3に示す．ノード数が異なる 2つ
のグラフは WL-test では同型でないと判定されるが，relative
WL-testではWLラベルの割合を比較するため，このような有
限グラフを同型と判定してしまう．

3. 2 商グラフを入力とするMPNNのグラフ識別性能
本節では，無限グラフを商グラフへと変換する段階 (Propo-

sition 3)と readout関数を用いるMPNNを用いる段階 (Proposi-
tion 4)の 2段階で，グラフ識別能力が低下していることを示し，
それらのグラフ識別性能の低下に対処するための追加の特徴量
に必要な条件を明らかにする．

Proposition 3. 商グラフ 𝐺, 𝐺̃が同型であっても，対応する無限
グラフ と ̃が同型であるとは限らない．
図 4にこのようなグラフの組の例を示す．

Proposition 4. Readout関数にmeanを用いるMPNN𝜓 ∶ {𝐺} ↦

ℝのグラフ識別性能は relative WL-test以下である．

Proof. Relative WL-test で同型と判定される 2 つのグラフ
𝐺(𝑉 ,𝐸)と 𝐺̃(𝑉 , 𝐸̃)について考える．ここで，MPNNは mean
を readout 関数として用いているので 𝜓(𝐺) = 1

𝑁

∑𝑁
𝑛=1 ℎ

(𝐾)
𝑛 で

ある．[17]の Lemma 2 の証明より，MPNNの隠れ状態は WL
ラベル 𝑤(𝐾)

𝑛 (𝐺)と写像 𝜙を用いて ℎ(𝐾)
𝑛 = 𝜙(𝑤(𝐾)

𝑛 (𝐺))と書ける．
よって，𝜓(𝐺) = 1

𝑁

∑𝑁
𝑛=1 𝜙(𝑤

(𝐾)
𝑛 (𝐺)) =

∑||
𝑗=1 𝑟𝑗(𝐺)𝜙(𝑗)である．

図 4 商グラフ 𝐺, 𝐺̃が同型であるにも関わらず，対応する無限
グラフ と ̃が異なる例．ここでは簡単のため二次元の
格子を考える．四角の枠はユニットセルに対応する．

仮定より 𝐫(𝐺) = 𝐫(𝐺̃) が成り立つので， が 𝐺, 𝐺̃ で共通で
あることに注意すると 𝜓(𝐺) = 𝜓(𝐺̃) である．ゆえに relative
WL-testで同型と判定される 2つのグラフに対する 𝜓 の出力は
等しい．

本研究ではこれらのグラフ識別性能の低下を抑えるために，
最初のグラフ識別性能の低下が起こる前の無限グラフからグラ
フ識別に貢献する特徴量を抽出し，対応する商グラフに対する
MPNNへ入力することを提案する．抽出する特徴量を選ぶため
に以下の Lemma, Propositionを示す．

Lemma 1. 無限グラフ において，ある組 𝑝→, 𝑛 ∈ [[𝑁]], 𝑖 ∈
ℤ+, 𝐳 ∈ ℤ3 が 𝑖 = 𝑝−1→(𝑛, 𝐳)を満たすならば，任意の 𝑘につい
て 𝑤(𝑘)

𝑖 () = 𝑤(𝑘)
𝑛 ()が成り立つ．

Proof. 𝑘 = 0 のとき，対称性より 𝑣𝑛 と 𝑣𝑖 のノードラベル
が同じであることに注意すると，𝑤(0)

𝑖 () = 𝑤(0)
𝑛 () が成り立

つ．ある 𝑘 において，𝑖 = 𝑝−1→(𝑛, 𝐳) の関係を満たす任意の
(𝑛, 𝑖) で 𝑤(𝑘)

𝑖 () = 𝑤(𝑘)
𝑛 () が成り立つとする．このとき，対称

性より 𝑖 の隣接ノードの WL ラベルのマルチセットは 𝑛 の
隣接ノードの WL ラベルのマルチセットと等しい．すなわ
ち，⦃𝑤(𝑘)

𝑗 () ∣ 𝑗 ∈ (𝑖)⦄ = ⦃𝑤(𝑘)
𝑗 () ∣ 𝑗 ∈ (𝑛)⦄．ゆえに，

𝑤(𝑘+1)
𝑖 () = 𝑤(𝑘+1)

𝑛 () であり，帰納法から任意の 𝑘 に対して
𝑤(𝑘)
𝑖 () = 𝑤(𝑘)

𝑛 ()が成り立つ．
Proposition 5. 無限グラフ  と対応する商グラフ 𝐺 において
𝐫() = 𝐫(𝐺)が成り立つ．

Proof. 無限グラフ  および商グラフ 𝐺 において 𝑛 ∈ [[𝑁]] を
満たす 𝑘 = 0ステップのWLラベルについて，𝑝→(𝑛) = (𝑛, 𝟎)
であることから 𝑤(0)

𝑛 () = 𝑤(0)
𝑛 (𝐺)が成り立つ．また，𝑛番目の

ノードの近傍ノードはそれぞれ以下のように書ける．

(𝑛) = {𝑝−1→(𝑛′, 𝐳′)|(𝑛′, 𝐳′) ∈ (𝑛, 𝟎)} (8)

𝐺(𝑛) = {𝑝−1→(𝑛′, 𝟎)|(𝑛′, 𝐳′) ∈ (𝑛, 𝟎)} (9)

ある 𝑘ステップにおいて，𝑤(𝑘)
𝑛 () = 𝑤(𝑘)

𝑛 (𝐺) (1 ≤ 𝑛 ≤ 𝑁)が成
り立つとき，Lemma 1より無限グラフ における 𝑛番目のノー
ドの隣接ノードのWLラベルのマルチセットは



⦃𝑤(𝑘)
𝑗 () ∣ 𝑗 ∈ (𝑛)⦄

=⦃𝑤(𝑘)
𝑗 () ∣ 𝑗 = 𝑝−1→(𝑛′, 𝐳′), (𝑛′, 𝐳′) ∈ (𝑛, 𝟎)⦄

=⦃𝑤(𝑘)
𝑛′ () ∣ 𝑛′ = 𝑝−1→(𝑛′, 𝟎), (𝑛′, 𝐳′) ∈ (𝑛, 𝟎)⦄

=⦃𝑤(𝑘)
𝑛′ (𝐺) ∣ 𝑛

′ ∈ 𝐺(𝑛)⦄
(10)

である．𝑘 + 1ステップでのWLラベルは 𝑘ステップでのWL
ラベルと近傍の WLラベルのマルチセットの関数であるので，
𝑤(𝑘+1)
𝑛 () = 𝑤(𝑘+1)

𝑛 (𝐺) が成り立つ．よって，任意の 𝑘 について
𝑤(𝑘)
𝑛 () = 𝑤(𝑘)

𝑛 (𝐺)が成り立つ．
一般には無限個のノードを含む無限グラフに対して頻度ベ
クトルを求めることはできない．しかし，Lemma 1より，で
はWLラベルの相対頻度は ⦃𝑤(𝑘)

𝑛 (𝐺) ∣ 𝑛 ∈ [[𝑁]]⦄の頻度をカウ
ントしたものと等しいため，𝑁 個のノードの WL ラベルの相
対頻度を用いて頻度ベクトル 𝐫()を求めることができ，また，
𝐫() = 𝐫(𝐺)が成り立つ．

3. 3 無限グラフにおけるグラフ構造特徴量
Relative WL-testでは捉えることのできない特徴量として，本
研究では無限グラフから node orbits [3]を抽出しノード特徴量
として MPNNに入力する．Node orbitsのうちサイクルを含む
ものは MPNNでは捉えることのできない情報であることに注
意されたい．無限グラフに含まれる無限個のノードのそれぞれ
に対して orbitsを計算することは不可能である．一方で，結晶
グラフはユニットセルを単位として繰り返す構造をもっている
ため，ユニットセルの中に存在する原子に対応するノードに対
して node orbitsを計算するだけでよい．そこで，我々はノード
𝑣𝑛, 𝑛 ∈ [[𝑁]] のそれぞれに対して，𝑙−hop で到達可能なノード
集合𝑙(𝑣𝑛)を求め，𝑣𝑛 に対応する node orbitsを求めた．

4 関 連 研 究
4. 1 グラフニューラルネットワーク
グラフニューラルネットワークの先駆けとして，グラフから
固定サイズのノードを抜き出して CNNに入力する方法 [12]や，
グラフラプラシアンを用いる方法 [8]が提案されている．その
後，個々のノードに対して近傍のノードから情報 (メッセージ)
を集め，それを利用して個々のノードの状態を更新していく方
法 (MPNN [4]，graph convolutional neural network [5])が提案さ
れた．一方で，MPNNのグラフ識別性能はWL-test以下である
ことが理論的に示されている [17]．

MPNN のグラフ識別性能を向上させることを目的として，
MPNN を拡張した手法が提案されている．𝑘-node の部分グラ
フをノードとする高次グラフを入力とする higher-order graph
neural network は 𝑘-WL test と同程度のグラフ識別性能を持つ
ことが示されている [10]．また，ノード特徴量としてランダム
に割り振られたインデックスを付与することで，グラフ識別
性能を向上させる研究が行われている [2, 11]．これらの手法は
MPNNのグラフ識別性能を向上させる一方で追加の計算量が大
きい．より簡便な方法として，WL-testでは捉えることができ
ないグラフ構造特徴量を特徴量として MPNNに入力すること

で，グラフ識別性能を向上させる研究が行われている [1]．我々
の提案する方法は，MPNNのグラフ識別性能を向上させること
を試みるものであり，この点においてこれらの研究と関連して
いる．一方で，我々の方法は結晶構造を表す無限グラフを対象
にしている点がこれらの研究とは大きく異なっている．無限グ
ラフに対して上述の方法を適用する方法は自明ではないことに
注意されたい．また，商グラフやMEAN関数を readout関数と
する MPNNと relative WL-testとの関係を示したことも我々の
貢献であることを強調しておく．

4. 2 結晶構造，分子に対するグラフニューラルネットワーク
Crystal graph convolutional neural network (CGCNN) [16]は結

晶構造に対応する商グラフを入力として，MEAN関数を readout
関数とする MPNNによって結晶構造の物性値を予測するモデ
ルである．CGCNNではエッジ特徴量として結晶構造における
原子間距離を用いる．この特徴量は商グラフへ変換される前の
結晶構造そのものから得られる特徴量でありグラフ識別性能に
寄与している．また，DimeNet [9]は原子間の結合をノードとす
るグラフニューラルネットワークによって，分子の原子化エネ
ルギーなどを予測する回帰問題の予測するモデルである．原子
間の結合をノードとすることは，2ノードの部分グラフをノー
ドとする高次グラフを入力とするグラフニューラルネットワー
クに対応する．我々は CGCNNのグラフ識別性能を向上させる
ために node orbitsをノード特徴量に加える．Dimenetのように
高次グラフを用いると学習，予測に必要な計算量が大きくなっ
ていまうのに対して，我々の方法は node orbitsを一度を計算し
てしまえば，CGCNNとほぼ同じ計算時間で学習，予測が可能
である．

5 数 値 実 験
本節ではグラフ構造特徴量 (orbits)を加えてMPNNのグラフ

識別性能を向上させることで，物性値予測問題の精度がどの
ように変化するのかを確認する．ここでは 𝑙 = 4とし，5ノー
ド以下のグラフレットに対応する orbitsをノード特徴量として
利用した．5ノード以下のグラフレットに対応する orbitsは 73
種類あるが，多くの特徴量を入力として追加することは，過学
習の原因となり，予測モデルの汎化性能を低下させてしまうこ
とがある．そこで，我々は relative WL-test では識別不可能な
グラフの性質に対応する，木構造で表せないグラフレットに対
応する orbitsのみを用いる場合 (non-tree)と，サイクルに対応
する orbitsのみを用いる場合 (cycle)，およびベースラインであ
るグラフ構造特徴量を用いない場合 (none) の 3 つの設定にお
いて実験を行う．CGCNNにこれらの特徴量を追加し，モデル
を学習した後，(1) formation energy (2) absolute energy (3) band
gapの 3つの物性値の予測精度を比較する．ミニバッチサイズ
を 256 とし，Adam [7] を用いて 200 エポック学習した．初期
の学習率は 0.01とし，100エポック後に 0.1倍した．モデルへ
の入力は CGCNN [16]に従い，具体的にはノード特徴量として
原子量などを持ち，エッジ特徴量として原子間の距離をもつ商



Formation energy Absolute energy Band gap
(×10−2) (×10−2) (×10−1)

None 5.22±8.88×10−2 6.84±1.94×10−1 3.31± 6.20×10−2

Cycle 5.20±6.64×10−2 6.95±1.54×10−1 3.34± 5.24×10−2

Non-tree 5.24±9.57×10−2 6.93±1.80×10−1 3.43± 6.94×10−2

表 1 テストデータに対する平均絶対誤差

Formation energy Absolute energy Band gap
(×10−2) (×10−2) (×10−1)

None 4.19±1.48×10−1 5.43±1.90×10−1 1.70± 1.89×10−1

Cycle 4.12±1.43×10−1 5.31±1.70×10−1 1.64± 9.89×10−2

Non-tree 3.88±1.28×10−1 4.91±2.43×10−1 1.44± 1.26×10−1

表 2 学習データに対する平均絶対誤差

グラフである．出力は各物性値である．学習に用いたロスは物
性値と予測の二乗誤差である．その他のモデルのパラメータは
CGCNN [16]の公開されている実装1のデフォルト値に従った．
学習，検証，テストに用いたデータはMaterials project [6]か
ら取得した．(1)formation energyおよび (2)absolute energyの予
測では合計 28046のデータ，(3)band gap予測では 16458データ
を用いた．用いたデータの詳細については [16] を参考にされ
たい．学習データとして 80%のデータを用い，検証データとテ
ストデータとしてそれぞれ 10%ずつのデータを用いた．200エ
ポックの学習期間のうち，検証データのロスが最も小さくなっ
たときの重みパラメータを用いてテスト精度を求めた．

3つの設定 (cycle，non-tree，none)のそれぞれについて，異
なるランダムな初期値を用いてネットワークを 10回学習した
際のテストデータに対する平均絶対誤差を表 1に示す．表に示
すように，今回用いたグラフ構造特徴量ではテストデータに対
する予測誤差の有意な改善にはいたらなかった．テストデータ
に対する予測誤差が改善しなかった原因として過学習の問題が
考えられる．表 2に訓練データに対する平均絶対誤差を示す．
表より，訓練データに対しては，特に non-treeの設定はグラフ
構造特徴量を一切用いなかった場合と比較して誤差が減少して
いる．以上から，特徴量を追加することによって過学習が発生
してしまっていることがわかる．

6 ま と め
本研究では，結晶構造に対するグラフニューラルネットワー
クにおけるグラフ識別性能の限界を示した．商グラフへの変換
する段階および，mean関数を readout関数に用いた MPNNを
用いる段階の 2つの段階において，グラフ識別性能が低下して
いることを理論的に示した (Proposition 3および Proposition 4)．
また，これらのグラフ識別性能の低下に対処するためには，
relative WL-testでは捉えられない情報を MPNNに伝えること
が必要であることを示した．実際に relative WL-testでは捉えら
れない情報であるグラフ構造特徴量をノード特徴量として追加
して，物性値の予測精度を評価した．しかしながら，過学習が

1：https://github.com/txie-93/cgcnn/tree/f42ab233c4ee0c416879d6bc2d22a264418413ad

原因でテスト精度の向上にはいたらなかった．今後の課題とし
て，正則化などのアプローチによる過学習への対処および，よ
り適した特徴量の選択がある．
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